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概要：効率的市場仮説により金融時系列データのみを用いた金融指標の予測では，チャンスレートを大き
く越えることは困難であることが知られている．そのため，これまで金融時系列以外のデータを活用し，
市場の予測可能性を示す研究が多く行われてきた．その中で我々は日本最大の株式に関するソーシャルメ
ディアである「Yahoo!ファイナンス掲示板」に着目した．ソーシャルメディア投稿文書には投稿者の意見
や態度が反映されているため，金融指標を予測するための重要な情報源となると考えられるが，文書のノ
イズのために予測に有効な特徴表現を抽出することが難しい．本研究では先行研究の金融指標予測手法を
拡張し，新たな特徴表現抽出法を行うことで，ソーシャルメディア文書においても金融指標予測に有効な
特徴を抽出する．獲得した特徴表現を用いて予測を行い，先行研究と比較した結果，提案法が従来法の精
度を上回ることを示す．
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1. はじめに
金融指標の一つであるボラティリティ・インデックス

(VI)の上下動を予測することは投資におけるリスク低減に
つながるため，非常に重要なテーマである．しかし，金融
指標の予測は市場の不確実性のため依然として困難な課題
である．金融指標の予測は効率的市場仮説 [1]により金融
時系列データのみを用いた予測では精度がチャンスレート
と同程度になることが報告されている．そのため，多くの
研究者は金融時系列データ以外のデータを用いて機械学習
を行うことで金融指標の予測を行う手法を開発してきた．
例えば，ニュースを用いた手法 [2], [3], [4]や企業の公式発
表を用いた手法 [5], [6]などがある．我々はその中でもソー
シャルメディアに着目する．ソーシャルメディアには投稿
者の集合知が反映されている．ソーシャルメディアを解析
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することで人が理解している市場に関する本質的な特性を
抽出することが可能であり，金融指標の効果的な予測を可
能にすると考える．
本研究は，ソーシャルメディアの投稿文書から日経平均

VI（以下，VI）の予測に有効な特徴表現を抽出する手法の開
発を目的とする．ソーシャルメディアの投稿文書はニュー
スや企業のプレスリリース，有価証券報告書のようなものと
異なり，ほとんどの文章で文法誤りが存在する．このよう
な文章では BERTのようなモデルは性能が低下することが
知られており [7]，予測に有効な分散表現を獲得することが
難しい．上田ら [8]は Latent Dirichlet Allocation(LDA)，
Doc2Vec，BERTの三手法を用いてYahoo!ファイナンス掲
示板の投稿文書から分散表現を獲得し，VI予測に用いて精
度の比較を行なっている．実験の結果，言語モデルの違い
で明確に精度の違いが表れていない．文書の文法誤りが原
因で，日々の話題を反映した特徴ベクトルが獲得できてい
ないと考えられる．我々は新たなアプローチでこの課題を
克服し，VI予測に有効な分散表現を獲得を目指す．第一に
Sparse Composite Document Vector (SCDV)[9]を用いる



ことで文書分散表現を獲得する．第二に獲得した分散表現
を autoencoder[10]を用いて次元削減を行う．また，本研究
ではベースラインとして Simple Word-Embedding-based

Model(SWEM)での特徴量抽出の検証も行う．
SCDV は単語埋め込み表現にソフトクラスタリングを

行い，各クラスターへの所属確率を考慮して分散表現の
計算を行う手法である．したがって，LDAでは不可能で
あった，文脈を考慮した文書分散表現の獲得が可能である．
オートエンコーダは非線形な関係を処理できるため，ソー
シャルメディアのセマンティック情報を考慮した次元削減
手法として有効であると考える．本提案手法はソーシャル
メディアに対して Doc2Vecや BERTを適用する際の課題
（提案手法 3.2.2）も克服することができるため，ソーシャ
ルメディア文書からの新たな特徴量抽出手法としてその有
効性が期待できる．本研究の貢献は以下である．
・ソーシャルメディアの文書から新たなアプローチで特
徴ベクトルを獲得し，機械学習による VI上昇予測を
行なった．先行研究との比較の結果，予測精度の向上
が確認された．

・金融時系列データのみを用いた手法と比較した結果，
ソーシャルメディア文書を用いることで予測精度が改
善することを示した．

本研究で用いたソーシャルメディアは日本最大の株式取
引サイト「Yahoo!ファイナンス掲示板」であり，掲示板内
の日経平均株価スレッドの投稿を分析した．先行研究 [8]

と同様に，獲得した特徴量と金融時系列データを機械学習
の入力とし，VIの大幅な上昇予測のタスクを行なった．VI

の大幅な上昇を予測することで投資におけるリスク低減が
可能である [11]．実験の結果，先行研究に比べ精度が向上
し，F値が 0.28の VI予測モデルを開発した．金融時系列
データのみを用いて構築した予測モデルでは F値が 0.25

の予測精度であったことから，ソーシャルメディアを用い
ることで VI予測の精度が改善することが明らかになった．

2. 関連研究
2.1 機械学習による金融指標の予測
金融指標の予測は収益やリスク回避につながるため，非

常に有益であり，これまで多くの先行研究が行われてき
た．例えば，Chenら [12]は LSTMを用いて中国株式のリ
ターンをモデル化することで中国株式市場の予測を行なっ
た．その結果，ランダムな手法と比較して，彼らのモデル
は 14.3%から 27.2%へと精度を向上させることを達成して
いる．さらに Longら [13]は，金融時系列の特徴抽出と値
動き予測タスクに特化したマルチフィルター・ニューラル
ネットワーク（MFNN）という新しい end-to-endなモデ
ルを提案している．彼らは異なる特徴空間を捉えるために
CNNと LSTMを合わせたシステムを提案し，結果として
精度や収益性，安定性が従来の機械学習モデルや単一構造

の深層学習モデルよりも優れていると報告している．ま
た，株価の予測に敵対的学習を使用した研究もある．feng

ら [14] は敵対的学習を用いることで，株価の確率を考慮
した株価予測モデルを考案し，Xuら [15]よりも平均的な
w.r.tの精度で 3.11%の相対的な改善を報告している．金
融時系列データのみを用いた研究では効率市場仮説 [1]に
より，チャンスレート程度の精度しかでないことが知られ
ている．そこで，金融時系列データだけでなく，ニュース，
ソーシャルメディアなどのテキスト情報を利用して市場の
予測可能性を示す研究も多く行われている．

2.2 テキストを用いた金融指標の予測
Liら [16]は記事の要約に注目し，ニュース記事の要約

を用いた時の精度とと全文記事を使用した時の精度の比
較を行なった．Finetのニュースアーカイブから取得した
企業別と市場全体の両方のニュース記事を使用している．
香港証券取引所の 5年間のデータで実験を行なった結果，
ニュース記事の要約を予測に用いることで，記事本文を用
いるよりもパフォーマンスが向上することが示された．Li

ら [17]は夜間ニュースを用いることで，前日の終値と始値
の間の夜間の株価の動きを予測する方法を提案している．
銘柄間の関係を利用するため，LSTM-RGCNモデルを提
案しており，グラフを導入することで従来の手法では予測
できなかった，ニュースとは直接関係のない銘柄の動き
や市場全体の動きを予測することができることを示した．
Chenら [18]はミューチュアル・ファンドのポートフォリ
オ・データに含まれる投資行動のリポジトリから、潜在的
な株式特性の表現を抽出することを行なった．実世界の株
式市場のデータを用いた実験により，抽出した株式特性を
用いて株式予測を行うことの有効性を示した．
金融ニュースや企業の公式発表は信頼性が高く，ノイズ

が少ないため金融指標予測に広く利用されてきた．近年，
Twitterなどのソーシャルメディアは急激な発展を遂げ，膨
大なデータを提供するようになった．そのため，ソーシャ
ルメディアを活用した金融指標予測に用いるアプローチの
開発も発展してきた．

2.3 ソーシャルメディアを用いた金融指標の予測
Twitterを分析した事例として Bollenら [19]は，ツイー

トを 2値の感情レベル（ポジネガ）及び 6種類の感情レベ
ルに分類し，日別のツイートの感情と，ダウ平均株価との
相関を調査している．その結果，ポジネガではダウ平均株
価との相関関係は見られなかったとした．一方で“Calm”
な感情は 2日後から 6日後の，“Happy”な感情は 6日後
のダウ平均株価と正の相関があることを示している．さ
らに，ダウ平均株価の変動を 87.6%の精度で予測できたと
しており．この報告はソーシャルメディアの応用可能性
を示した．Liu ら [20] は Transformer encoder と capsule
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図 1 VI 予測モデルの概要

network の長所を組み合わせた，CapTE(Capsule network

based on Transformer Encoder)モデルを提案し，ソーシャ
ルメディアの投稿のみを用いて株価の上下動の予測を行
なった．CapTEモデルにより，株式の動きの予測精度を
向上させることができるツイート間の特定の関係を取得し
た．ランダムに選んだ 6つの銘柄に対し Lavrenkoの提案
した戦略に従い実際の株式取引シミュレートを行うことで
20取引日で最大リターン 17%越を得ている．
諏訪ら [21]は Yahoo!ファイナンス掲示板の投稿に対し

て LDAを用いることでトピックを獲得し，日経平均 VIの
上昇予測を行なった．彼らは投稿を形態素解析で形態素に
分割し，LDAを用いて各文書における 100種のトピック
に所属する確率を獲得した．獲得したベクトルを日別にま
とめ，機械学習アルゴリズムへの入力としている．日経VI

の 2σ 以上の上昇とその他の 2値分類問題を設定し，ロジ
スティック回帰および，ランダムフォレストでモデルを作
成している．結果として，ロジスティック回帰を用いたモ
デルにおいて，2014年 11月 17日から 2016年 6月 29日の
395営業日で評価したところ，precision, recallともに 0.45

の精度を得ている．上田らは諏訪ら [21]の手法を拡張し，
Yahoo!ファイナンス掲示板を用いた新たな VI上昇予測モ
デルを開発した．諏訪らのモデルと同様の検証期間で実験
した結果，recall精度の僅かな向上を確認している．しか
し，言語モデルの違いで精度の違いが明確に表れておらず，
ソーシャルメディアから言語モデルを用いて金融指標の予
測に有効な特徴ベクトルを獲得できていないという問題が
ある．そこで我々は投稿文書から特徴ベクトルを獲得する
新たな手法を提案し．上田らの精度との比較を行うことで
提案手法の有効性を評価する．

3. 提案手法
3.1 VI予測モデルの構築プロセス
VI 予測モデルについての概要を図 1 に示す．Yahoo!

ファイナンス掲示板の日経平均株価スレッドへの投稿から
文書の特徴表現を抽出するために，投稿された文書を日別
にまとめ，形態素解析により形態素に分割する．言語モデ
ルを用いることで形態素に分割した文書から分散表現を獲
得し，オートエンコーダによる次元削減を行う．獲得した
特徴ベクトルに金融時系列データを加えて特徴量を作成
し，機械学習モデルへの入力とする．最後に機械学習アル
ゴリズムを用いて先行研究と同様に投資リスクとなる VI

指数の大幅な上昇の予測を行う．

3.2 文書特徴ベクトルの獲得
3.2.1 投稿文書の収集
Yahoo!ファイナンス掲示板から投稿文書を取得する．VI

が大阪証券取引所に上場している日経 225オプションに対
応しているため，本研究では日経平均株価スレッドへの投
稿を分析対象とし，収集する．投稿文書から抽出したデー
タは，日付，時刻，投稿文書である．日経平均株価および
VIのデータは JPXデータクラウド*1から収集する．
3.2.2 言語モデルを用いた文書特徴ベクトルの獲得
日経平均株価スレッドへの投稿から言語モデルを用いて，

文書の分散表現を獲得する．先行研究では Latent Dirichlet

Allocation(LDA)トピックモデルやDoc2Vec，BERTを用
いることで，投稿文書から文書分散表現の獲得を行なって
いる．LDAでは単語の出現頻度のみを参照しているため，
単語の語順を考慮できないという問題がある．Doc2Vecの
アルゴリズムでは，単語ベクトルはテキストの異なる文書
間にまたがる意味性を捉えるのに対し、文書ベクトルは同
じ段落から生成された文脈語に対して学習されるため，文
書ベクトルが局所的な意味性しか捉えられないという問題
や，短い文書に対してオーバーフィッティングしやすいと
いう問題 [22]がある．ソーシャルメディアでは 1単語で構
成されるような短い文書も存在するため，予測に有効な文
書ベクトルを獲得する上で特に問題となる可能性がある．
Kumarら [7]はスペルミスやタイプミスが混在する文書に
対しては BERTの性能が著しく低下することを示してい
る．ソーシャルメディア文書は多くの文法誤りが存在する
ため，分散表現を獲得する手法として不適切であると考え
られる．
そこで我々は SCDVを使用し，分散表現の獲得を行う

ことでこれらの問題を克服する．SCDVアルゴリズムでは
文脈中の単語の各クラスタへの所属確率の違いによって
獲得される分散表現が異なる．そのため単語埋め込み表現
ベースでありながら実質的に文脈を考慮でき，ソーシャル
メディア文書からでも有効な特徴ベクトルを獲得できると
考える．本研究では埋め込み表現を用いたより単純な文書
分散表現獲得手法である Simple Word-Embedding-based

Model(SWEM)をベースラインとして実装し，各モデルと
の比較を行う．SWEMとは word2vecにより得られた文書
中の単語埋め込みの各配列を単純に加算や平均して文書分
散表現を獲得する手法である．
SCDVや SWEMにより得られた分散表現はオートエン

コーダを用いて 16次元に次元削減を行い，文書特徴ベク
トルを獲得する．

*1 http://db- ec.jpx. co.jp/item/C430509.html



4. 実験
4.1 データセット
2012年 11月 26日から 2020年 09月 30日までにYahoo!

ファイナンス掲示板の日経平均株価スレッドに投稿された
文書を収集した結果，9,463,597件であった．日経平均株
価および VIのデータは JPXデータクラウドから収集し
た．収集期間は 2012年 11月 26日から 2020年 10月 07日
(1920営業日)である．
投稿データの収集期間と日経平均株価および VIのデー

タの収集期間に若干の誤差があるのは最後の 5営業日を正
解ラベルの計算に使うためであり，実験期間はさらに最初
の 5営業日を除いた 2012年 12月 3日から 2020年 9月 30

日 (1910営業日)である．そのうち正例とされた日は 288

日であった．検証期間は，2016年 12月 14日から 2020年
9月 30日 (925営業日)である.そのうち正例とされた日は
133日で、検証期間の 14.37%にあたる.

4.2 文書の前処理
前処理として，投稿文書の URL，HTML，改行コード
を除去した．さらに，半角ひらがなとカタカナを全角に変
換し，全角英数字は半角に変換した．その後形態素解析を
行なった．形態素解析にはMecab[23]を使用し，辞書には
新規語や固有表現に強い NEologd[24]を使用した．なお、
NEologdは 2020年 5月 21日更新分を使用した．その後の
前処理の方法として以下の二種類（前処理 A，前処理 B）
を行なった．
前処理A 各文書から，名詞，動詞，形容詞の中で Subtype

が数値，非自立，代名詞，接尾でないものを抽出した．
さらに京都大学が公開しているストップワードのリス
トに，「ある、する、ちゃう、ない、なる、やる」を追
加し，これらをストップワードとして除去した．

前処理 B 各文書から記号を抽出し，除去した．

4.3 VI予測モデルの構築
4.3.1 VIの大幅な上昇の定義とラベリング
投資リスクとなる VIの大幅な上昇を先行研究と同様に

以下のように定義し，ラベリングを行なった．
投資リスクの定義
「今後 5日営業日以内に日経 VIが閾値以上上昇する」
上記投資リスクの定義に当てはまることを正例として

データにラベリングを行なった．ここで，閾値とは日経VI

の 1日差分の 2σとし，σは次のように表される．

σ =

√√√√ 1

T − 1

T−1∑
k=0

(xk − x̄)
2

（T：実験期間中の営業日の日数，x：日経 VIの 1日差分）

4.3.2 前処理された文書と言語モデルの組み合わせ
前処理された文書と言語モデルの組み合わせを表 1に

示す．

表 1 前処理と言語モデルの組み合わせ
前処理 A SCDV

前処理 B SCDV

前処理 A SWEM

本研究では SCDVアルゴリズムや SWEMアルゴリズム
で必要となる単語埋め込みは東北大学：乾・岡崎研究室が
公開している学習済み word2vecモデル（300次元）*2を用
いて取得した．さらに SCDVアルゴリズムでのソフトク
ラスタリング時のクラスタ数は 60とした．
4.3.3 特徴量の作成
ソーシャルメディア投稿文書から獲得した特徴ベクトル

と金融時系列データから先行研究と同様に次の特徴量を作
成した．
・ 投稿数
・ 投稿数の 1日差分，5日差分
・ 投稿数の 1日比，5日比
・ 投稿数の 2日間移動平均，5日間移動平均
・ 投稿数と投稿数の 2日間移動平均の差，5日間移動平
均の差

・ 投稿数と投稿数の 2日間移動平均の比，5日間移動平
均の比

・ 特徴ベクトル
・ 特徴ベクトルの 1日差分，5日差分
・ 特徴ベクトルの 1日比，5日比
・ 特徴ベクトルの 2日間移動平均，5日間移動平均
・ 特徴ベクトルと特徴ベクトルの 2日間移動平均の差，
5日間移動平均の差

・ 特徴ベクトルと特徴ベクトルの 2日間移動平均の比，
5日間移動平均の比

・ 日経平均株価の始値
・ 日経平均株価の始値の 1日差分，5日差分
・ 日経平均株価の始値の 1日比，5日比
・ 日経平均株価の始値の 2日間移動平均，5日間移動
平均

・日経平均株価の始値と日経平均株価の始値の 2日間移
動平均の差，5日間移動平均の差

・日経平均株価の始値と日経平均株価の始値の 2日間移
動平均の比，5日間移動平均の比

・ VIの始値
・ VIの始値の 1日差分，5日差分
・ VIの始値の 1日比，5日比
・ VIの始値の 2日間移動平均，5日間移動平均

*2 https://github.com/singletongue/WikiEntVec
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図 2 モデル構築の設計

・ VIの始値と VIの始値の 2日間移動平均の差，5日間
移動平均の差

・ VIの始値と VIの始値の 2日間移動平均の比，5日間
移動平均の比

4.3.4 機械学習手法
4.3.3で作成した特徴量を機械学習アルゴリズムへの入

力し，予測を行った．休日明けの営業日を予測する際は，
前日のソーシャルメディアから作成した特徴量と前営業日
の金融時系列データ特徴量を入力として予測を行なった．
先行研究では機械学習アルゴリズム，学習期間，ダウン

サンプリングの有無などを変更した精度比較実験を行なっ
ている．その中で精度が最も良い組み合わせである手法を
本研究でも用いて先行研究との比較を行う．そのため，本
研究では機械学習アルゴリズムとしてランダムフォレス
ト，学習期間は２年に固定する手法（図 2），正例と負例は
1:1にダウンサンプリングして学習を行う手法を用いる．
4.3.5 予測モデルの評価法
実験期間 T 日のうち，学習期間を n日目からm日目まで

のm− n+ 1日間として学習する．本研究では学習期間を
2年（490営業日）と固定するため，m− n+ 1 = 490が常
にみたされる．評価にはm+ 5日目の 1日を使用する．n

とmを 1ずつ増加させ，学習，評価することをm+5 = T

になるまで k回繰り返す．最後に評価日の合計 k回で評価
を行う．（図 2）

5. 実験結果
モデルの評価指標として，正例に対する Precision, Re-

call，F1-measureを用いてこれらの値を比較する．金融時
系列データ特徴量のみで学習させた金融時系列モデルで
の精度，評価の結果を先行研究のモデルの精度と合わせて
表 2に示す．比較に使用した先行研究のモデルは 3種類
で，一つは LDAにより 128次元の分散表現を獲得し，使
用したモデル．一つは，Doc2Vecにより 64次元の分散表
現を獲得し，使用したモデル．一つは，BERTにより 768

次元の分散表現を獲得し，使用したモデルである．いずれ
も機械学習アルゴリズム，ダウンサンプリング，評価法は
提案手法と同じである．
実験の結果，SCDVを使用したモデルでは前処理 Aを

行なったものが精度が良く，precision が 0.18，recall が

0.53，F1が 0.27という精度となった．SWEMを用いた手
法は，presicion，recall，F1の全てにおいて最も精度が高
く，precisionが 0.19，recallが 0.56，F1が 0.28という精
度となった．

表 2 各モデルの予測結果
モデル Precision Recall F1

金融時系列モデル 0.18 0.4 0.25

LDA 128 5:5 0.18 0.46 0.26

Doc2Vec 64 5:5 0.14 0.28 0.18

BERT 768 5:5 0.18 0.45 0.26

SCDV 前処理 A 0.18 0.53 0.27

SCDV 前処理 B 0.17 0.47 0.25

SWEM 前処理 A 0.19 0.56 0.28

6. おわりに
本研究では金融指標の予測に有効な特徴量をソーシャル

メディアから抽出する新たな手法を提案した．獲得した特
徴量を使用してモデルを構築し，先行研究と精度の比較を
行うことで提案手法の評価を行なった．比較の結果，先行
研究の精度を上回る F1が 0.27と 0.28のモデルが構築さ
れた．この結果は SCDVと SWEMがノイズの多い文書に
対して LDA，Doc2Vec，BERTよりもパフォーマンスが良
いことを示唆しており，提案手法は金融指標予測における
ソーシャルメディア文書の特徴表現抽出手法として新たな
可能性を示した．さらに，ソーシャルメディアを用いた場
合，金融時系列データのみを用いた予測精度よりも精度が
高くなることが確認された．
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